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Kapitel 1: PageRank - Abschnitt 1.1: Einleitung

Suchmaschine:

Eingabe:
Eine Anfrage, bestehend aus einem oder mehreren Stichworten

Ziel:

Eine nach Relevanz sortierte Liste von Webseiten, die Informationen zu den
Stichworten enthalten
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Herausforderungen:

e es gibt sehr viele Webseiten
bereits in 2008 mehr als 1 Billion (also 102) URLs
Quelle: Google ,, Official Blog", 25. Juli 2008

e stiandig kommen neue hinzu

o viele Webseiten werden taglich aktualisiert;
manche nach einiger Zeit auch wieder geldscht

e niemand kennt den genauen Inhalt des gesamten Internets

e trotzdem miissen Suchanfragen in , Echtzeit" beantwortet werden

Die Herausforderung besteht darin, Anfragen fiir einen sich rasant dndernden
Suchraum gigantischer GroBe ohne merkliche Reaktionszeit zu beantworten.
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Kapitel 1: PageRank - Abschnitt 1.2: Die Architektur von Suchmaschinen

Suchmaschinen nutzen u.a. die folgenden Komponenten:

(1) Web-Crawler: Computerprogramme, die Crawler genannt werden,
durchforsten das Internet, um neue oder verdnderte Webseiten zu
identifizieren. Die von den Crawlern gefundenen Informationen iiber
Webseiten und deren Inhalt werden aufbereitet und gespeichert.

(2) Indexierung: Die Informationen werden in einer Datenstruktur gespeichert,
mit deren Hilfe bei Eingabe eines Suchworts in , Echtzeit" alle Webseiten
ermittelt werden kdnnen, die das Suchwort enthalten.

(3) Bewertung der Webseiten: Die ausgewéhlten Webseiten werden im Hinblick
auf ihren Informationsgehalt (hinsichtlich méglicher Suchworte sowie
hinsichtlich ihrer generellen Bedeutung im Internet) bewertet.

Nicole Schweikardt - HU Berlin - Vorlesung Big Data Analytics in Theorie und Praxis — Theorieteil Version vom 14. Juni 2016 Folie 3
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Einige Details dazu:

Zu jeder vom Crawler gefundenen Webseite wird die URL (d.h. die Adresse)
sowie der Inhalt der Webseite gespeichert.

Der Inhalt der Webseite wird analysiert und es werden Informationen dariiber
gespeichert, welches Wort mit welcher Haufigkeit und an welchen Positionen in
der Webseite vorkommt (etwa: im Titel, als Uberschrift, im FlieBtext, mit
welcher SchriftgroBe etc.).

Diese Informationen werden im so genannten Index gespeichert.

AuBerdem werden die Links, die auf Webseiten angegeben sind, analysiert.
Enthalt Webseite i einen Link auf eine Webseite j, so wird der Text, mit dem
der Link beschriftet ist, im zu j gehorenden Index-Eintrag abgelegt. Diese
Linkbeschriftungen geben wertvolle Hinweise dariiber, welche Informationen die
Webseite j enthalt.
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Der invertierte Index:

Aus dem Index wird der so genannte invertierte Index generiert.

Dies ist eine Datenstruktur, die zu jedem mdglichen Suchwort eine Liste aller
Webseiten angibt, die dieses Suchwort enthalten.

Dabei werden jeweils auch Zusatzinformationen gespeichert, die die Wichtigkeit
des Suchworts innerhalb der Webseite beschreiben, z.B. die Haufigkeit des
Stichworts, seine Position und SchriftgréBe innerhalb der Webseite sowie das
Vorkommen des Stichworts in Beschriftungen von Links auf die Webseite.
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Der Web-Graph:

Die Link-Struktur des Internets kann man durch einen gerichteten Graphen
modellieren, bei dem jede Webseite (d.h. jede URL) durch einen Knoten
reprasentiert wird, und bei dem es eine Kante von Knoten i zu Knoten j gibt,
wenn die Webseite i einen Link auf Webseite j enthilt.

Dieser Graph wird Link-Index oder Web-Graph genannt.

Der Web-Graph wird iiblicherweise als Adjazenzliste gespeichert.
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Bearbeitung von Such-Anfragen:

Eingabe: eine Liste von Such-Stichworten

Ziel: finde die hinsichtlich dieser Stichworte informativsten Webseiten und zeige
diese sortiert nach ihrer Relevanz an

Dabei werden folgende Kriterien beriicksichtigt:

(A) die Haufigkeit und Positionierung der Suchbegriffe auf der jeweiligen
Webseite sowie in der Beschriftung von Links, die auf diese Webseite
verweisen, und

(B) die grundlegende Bedeutung einer Webseite.

Fiir (A) konnen Methoden aus dem Bereich Information Retrieval verwendet
werden.

Fiir (B) wird die Link-Struktur des Internets, d.h. der Web-Graph beriicksichtigt.
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Die ,,grundlegende Bedeutung” einer Webseite:

Das MaB fiir die ,,grundlegende Bedeutung" einer Webseite wird aus der
Link-Struktur des Internets gewonnen, ohne dass der textuelle Inhalt einer
Webseite dabei beriicksichtigt wird.

Als Rechtfertigung fiir die Giite dieses Ansatzes, geht man von der folgenden
Annahme aus:
Wenn eine Webseite i einen Link auf eine Webseite j enthilt, dann

e gibt es eine inhaltliche Beziehung zwischen beiden Webseiten, und

o der Autor der Webseite 7/ halt die Informationen auf Webseite j fiir wertvoll.
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Es gibt verschiedene Verfahren, die MaBe fiir die grundlegende Bedeutung einer
Webseite liefern, beispielsweise das von Google genutzte Page-Rank Verfahren
von Brin und Page oder die HITS (Hypertext Induced Topic Search) Methode
von Kleinberg.

Beide Ansitze versuchen, die in der Link-Struktur manifestierte , relative
Wertschatzung" zwischen einzelnen Webseiten in eine , grundlegende
Bedeutung" der Webseiten umzurechnen.
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Bearbeitung einer Suchanfrage:

Bei der Bearbeitung einer Suchanfrage, bei der eine Liste s von
Such-Stichworten eingegeben wird, wird unter Verwendung von (A) und (B)
jeder Webseite i ein Wert Score(i, s) zugeordnet, der als MaB fiir die Relevanz
der Webseite i hinsichtlich der Suchanfrage s dient.

Als Trefferliste gibt die Suchmaschine dann eine Liste aller Webseiten aus, deren
Score iiber einer bestimmten Schranke liegt und sortiert die Liste so, dass die
Webseiten mit dem hochsten Score am weitesten oben stehen.

Wie der Wert Score(i, s) gewihlt wird, ist Betriebsgeheimnis der einzelnen
Betreiber von Suchmaschinen.

Im Rest dieses Kapitels werden wir uns anhand des Page-Rank Verfahrens etwas
genauer ansehen, wie die , grundlegende Bedeutung" einer Webseite modelliert
und berechnet werden kann.
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Kapitel 1: PageRank - Abschnitt 1.3: Der Page-Rank einer Webseite

Der Page-Rank einer Webseite:

Der Page-Rank liefert ein MaB fiir die , grundlegende Bedeutung" einer
Webseite, das allein also aus der Link-Struktur des Internets bestimmt wird,
ohne dass der textuelle Inhalt einer Webseite dabei beriicksichtigt wird.

Wir schreiben im Folgenden G = (V/, E), um den Web-Graphen zu bezeichnen.

Der Einfachheit halber nehmen wir an, dass
die Webseiten mit den Zahlen 1,..., n durchnummeriert sind (wobei n = |V/|
ist), und dass V = {1,2,...,n} ist.

Jeder Knoten von G représentiert eine Webseite, und jede Kante (i,j) € E
modelliert einen Link von Webseite i auf Webseite j.

Fiir jeden Knoten i € V sei
a; = Aus-Gradg(i) = |{jeV : (i,j) € E}|

der Ausgangsgrad von i in G. D.h. a; ist die Anzahl der Hyperlinks, die von der
Webseite i auf andere Webseiten verweisen.
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Fiir eine Webseite j € V schreiben wir Vorg(j), um die Menge aller Webseiten
zu bezeichnen, die einen Link auf j enthalten, d.h.

Vorg(j) = {ieV : (i,j) € E}.

Die Elemente in Vorg(j) werden Vorginger von j genannt.
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Die ,,grundlegende Bedeutung" einer Webseite i wird im Folgenden durch eine
Zahl PR; modelliert, dem so genannten Page-Rank von i.

Der Wert PR; soll die Qualitit (im Sinne von ,,Renommee" oder , Ansehen")
von Webseite i widerspiegeln; die Zahl PR; soll umso groBer sein, je hdher das
Renommee der Webseite i ist.

Das Renommee (und damit der Wert PR;) einer Webseite j wird als hoch
bewertet, wenn viele Webseiten i mit hohem Page-Rank PR; einen Link auf die
Seite j enthalten.
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Die Werte PR;, die allen Webseiten i € V' zugeordnet werden, werden daher so

gewshlt, dass Folgendes gilt:
Eine Webseite i mit a; ausgehenden Links ,vererbt" ihren Page-Rank

. T ‘1 PR;
an jede Webseite j mit (i,j) € E um den Anteil g

Mit dieser Sichtweise miisste also fiir alle j € V mit Vorg(j) # 0 gelten:

PR = > i) (1)

a;
i€Vorg(j) !
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Kapitel 1: PageRank - Abschnitt 1.3: Der Page-Rank einer Webseite

Ein Problem:

Ein Problem stellen hierbei Knoten dar, deren Ausgangsgrad 0 ist, da solche
Knoten ihren Page-Rank nicht an andere Knoten weitervererben und daher zu
Werten PR; fiihren kdnnen, die kein sinvolles MaB fiir die Bedeutung einer

Webseite liefern.

Als Beispiel betrachte man den folgenden Graphen G = (V, E):
1

Ny

3 4
2

Frage: Welche Werte PRy, PRy, PR3, PR4 € R erfiillen die Gleichung (1) 7

Antwort: Die einzigen Werte PRy, PRy, PR3, PRy € R, die die Gleichung (1)
erfiillen, sind PRy = PR, = PR3 = PR, = 0.

Diese Werte spiegeln aber nicht die intuitive ,grundlegende Bedeutung" wider,
die man den Webseiten 1, 2, 3 und 4 zuordnen wiirde!
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Kapitel 1: PageRank - Abschnitt 1.3: Der Page-Rank einer Webseite

Im Folgenden werden Knoten vom Ausgangsgrad 0 auch Senken genannt.

Zur Bestimmung des Page-Ranks betrachtet man in der Regel nur Graphen
ohne Senken, d.h. gerichtete Graphen, bei denen jeder Knoten einen
Ausgangsgrad > 1 hat.

Natiirlich gibt es keine Garantie, dass der Web-Graph keine Senken besitzt.
Brin und Page schlagen zwei Moglichkeiten vor, den Web-Graphen in einen
Graphen ohne Senken zu transformieren:
e Die eine Mdglichkeit ist, von jeder Senke Kanten zu allen Knoten
hinzuzufiigen.
e Die andere Mdaglichkeit ist, alle Senken zu |6schen und dies rekursiv so
lange zu tun, bis ein Graph librig bleibt, der keine Senke besitzt.

Wir nehmen im Folgenden an, dass eine dieser beiden Transformationen
durchgefiihrt wurde und dass der Web-Graph durch einen endlichen gerichteten
Graphen G = (V, E) reprasentiert wird, der keine Senke besitzt.
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Ein weiteres Problem:
Ein weiteres Problem stellen Knotenmengen dar, die unter sich zwar verbunden sind,

die aber keine Kante zu einem anderen Knoten des Graphen G enthalten.

Als einfaches Beispiel betrachten wir den folgenden Graphen G = (V, E):

1
- =@
h3 —
2

Frage: Welche Werte PRy, PR, PR3, PR4, PRs € R erfiillen die Gleichung (1) ?

Antwort: Man kann sich leicht davon iiberzeugen, dass Werte

PR1, PRz, PR3, PR4, PRs € R genau dann die Gleichung (1) erfiillen, wenn
PR; = PR, = PR3 = 0 und PRy = PRs ist.

Insbesondere kann fiir PRy = PRs jede beliebige Zahl gewahlt werden!

Ahnlich wie im vorherigen Beispiel spiegeln diese Werte nicht die intuitive
,grundlegende Bedeutung™ wider, die man den Webseiten 1-5 zuordnen wiirde!

D.h. die durch die Gleichung (1) gegebenen Werte PRy, ..., PRs liefern kein sinnvolles
MaB, um die grundlegende Bedeutung der einzelnen Webseiten zu bewerten.
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Der Dampfungsfaktor:

Um dieses Problem zu vermeiden, wird die Vererbung von PR; auf die
Nachfolgeseiten j mit (i,) € E meistens um einen Dampfungsfaktor d mit
0 < d < 1 abgeschwiécht.

Dies wird in der folgenden Definition prazisiert.
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Kapitel 1: PageRank - Abschnitt 1.3: Der Page-Rank einer Webseite

Die Page-Rank-Eigenschaft:

Definition 1.1 (Page-Rank-Eigenschaft)

Sei d eine reelle Zahl mit 0 < d < 1. Die Zahl d wird im Folgenden
Dampfungsfaktor genannt.

Sei G = (V, E) ein gerichteter Graph, der keine Senke besitzt, und sei
n:=1|V|€Nyyund V ={1,... n}.

Fiir alle /,j € V sei a; :== Aus-Gradg (/) und Vorg(j) :={ie V : (i,j) € E}.
Ein Tupel PR = (PRy,...,PR,) € R" hat die Page-Rank-Eigenschaft beziiglich
d, wenn fiir alle j € V gilt:

1—-d PR
- S ©)
i€Vorg(j
Beachte
Fiir den Dampfungsfaktor d = 1 erhilt man gerade die Gleichung (1).
Fir den Dampfungsfaktor d =0 ist PRy = PR, = ... = PR, = %

Brin und Page empfehlen, den Wert d = 0.85 = ;—(7) zu wabhlen.
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Kapitel 1: PageRank - Abschnitt 1.3: Der Page-Rank einer Webseite

Beispiel 1.2

Zur Veranschaulichung der Page-Rank-Eigenschaft betrachten wir den
Dampfungsfaktor d := } und den folgenden Graphen G = (V, E):

A

Wir suchen ein Tupel PR = (PRy, PRz, PR3) von reellen Zahlen, das die
Page-Rank-Eigenschaft bzgl. d = % hat, d.h. es gilt:

(1) PRi=34+1. 5
(2) PRy= L +1.
(3) PRo=z+1. (% 42%)

Die Werte PRy, PR, und PR3 konnen wir daher finden, indem wir das Lineare
Gleichungssystem |6sen, das aus den folgenden drei Gleichungen besteht:
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Kapitel 1: PageRank - Abschnitt 1.3: Der Page-Rank einer Webseite

(1) 1-PRy — 1-PRs = 1
(2) —3-PRy + 1-PRy; = 1
(3) . -PRl—%~PR2+1

Bl B

Die Aufldsung dieses linearen Gleichungssystems (z.B. mittels GauB-Elimination) liefert

die Werte
PR; = %, PR, = %, PR3 = é—g.

UEnde Beispiel 1.2
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Auf die gleiche Art wie in diesem Beispiel erhdlt man auch fiir den Web-Graphen

und einen geeigneten Dampfungsfaktor d ein entsprechendes lineares
Gleichungssystem.

Um den Page-Rank der einzelnen Webseiten zu berechnen, miissen wir , nur"
dieses lineare Gleichungssystem IGsen.
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Dabei stellen sich folgende Probleme:

(1) Zun3chst ist vollig unklar, ob dieses lineare Gleichungssystem iiberhaupt
eine Losung besitzt, und falls ja, ob die Lésung eindeutig ist.

Anhand von Definition 1.1 ist ndmlich prinzipiell auch denkbar, dass es gar
kein Tupel gibt, das die Page-Rank-Eigenschaft bzgl. d hat, oder dass es
mehrere verschiedene Tupel gibt, die die Page-Rank-Eigenschaft bzgl. d
besitzen.

(2) Das lineare Gleichungssystem hat n Unbekannte, wobei n die Anzahl der
Webseiten im Internet ist — und diese Zahl ist enorm groB.

Um den Page-Rank aller Webseiten zu bestimmen, bené&tigen wir daher ein
extrem effizientes Verfahren zum Losen dieses linearen Gleichungssystems.

Im Rest des Kapitels werden wir sehen, dass die Theorie der Markov-Ketten uns
hilft, diese Probleme zu I6sen. Dazu ist die im folgenden Abschnitt dargestellte
Sichtweise auf den Page-Rank sehr hilfreich.
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Kapitel 1: PageRank - Abschnitt 1.4: Der Zufalls-Surfer

Der Zufalls-Surfer:

Wir nehmen an, dass der Webgraph durch einen gerichteten Graphen
G = (V, E) mit Knotenmenge V = {1,..., n} reprasentiert wird, der keine
Senke besitzt. Des Weiteren sei d eine beliebige reelle Zahl mit 0 < d < 1.

Wir betrachten einen Zufalls-Surfer (englisch: random surfer), der auf einer
beliebigen Webseite beginnt und beliebige Links verfolgt, ohne dabei auf Inhalte

zu achten.

Wenn der Zufalls-Surfer auf einer Webseite i ist, so wahlt er

e mit Wahrscheinlichkeit d einen Link, der von Seite i ausgeht.
Hierbei wird dann jeder der a; = Aus-Gradg (/) ausgehenden Links mit
derselben Wahrscheinlichkeit ai,- ausgewahlt.

e mit Wahrscheinlichkeit (1 — d) eine beliebige Webseite im Web-Graphen.
Hierbei wird dann jede der n Webseiten mit derselben Wahrscheinlichkeit
1=d usgewshlt.
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Fiir alle /,j € V gibt daher

+ g , falls (i,j) € E
pij = (3)
,falls (i,j) ¢ E

die Wahrscheinlichkeit an, mit der der Zufalls-Surfer in einem Schritt von Seite i
zu Seite j wechselt.

Diese Wahrscheinlichkeiten, mit denen sich der Zufalls-Surfer von Knoten zu
Knoten bewegt, lassen sich kompakt durch die folgende Matrix darstellen.
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Die Page-Rank-Matrix P(G, d)

Definition 1.3 (Die Page-Rank-Matrix P(G, d))
Seide Rmit0<d<1seineNsjundsei G=(V,E)mit V={1,...,n}
ein gerichteter Graph ohne Senke. Fiir jedes i € V sei a; := Aus-Gradg(i).

Die Page-Rank-Matrix ist die nx n-Matrix
P11 - Pin
P(G.d) == | N
Pni *** Pnn
wobei fiir alle i,j € V der Eintrag in Zeile i und Spalte j der in Gleichung (3)
festgelegte Wert p; ; ist.

Wir schreiben auch kurz (p; )i j=1,....», um die Matrix P(G, d) zu bezeichnen.
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Beispiel 1.4
Fir den Wert d = % und den Graphen G aus Beispiel 1.2 ist beispielsweise

_1 _1%51_ 5 _1,1_2 i
PLi=¢% Pl2=¢+3=15 P23=3+3=3 undinsgesamt

1 5 5

6 12 12

_ | 1 o2

P(Gad) - 6 6 3

2 1 1

3 6 6

DEnde Beispiel 1.4
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Zur Erinnerung: Vektor-Matrix-Produkt

Um den Zusammenhang zwischen dem Zufalls-Surfer, der Page-Rank-Matrix
und Tupeln mit der Page-Rank-Eigenschaft beschreiben zu kdnnen, bendtigen

wir folgende Notation fiir das Rechnen mit Matrizen.

Zur Erinnerung (Vektor-Matrix-Produkt)
Sei n € N3y, und fiir alle i,j € {1,..., n} sei p;; eine reelle Zahl. Sei

P :=(pi;)ij=1,...n die nxn-Matrix, die in Zeile i und Spalte j den Eintrag p; ;

hat (fiir alle i,j € {1,...,n}).

Ist X = (X1,...,X,) ein Tupel aus n reellen Zahlen, so ist das
Vektor-Matrix-Produkt
X P

das Tupel Y = (Yq,...,Y,) € R”, bei dem fiir jedes j € {1,...,n} gilt:

Y, = Z Xi - pij-
i—1
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Zusammenhang zwischen Page-Rank-Matrix und
Page-Rank-Eigenschaft

Der folgende Satz beschreibt den genauen Zusammenhang zwischen
Zufalls-Surfer, Page-Rank-Matrix und Tupeln mit der Page-Rank-Eigenschaft.

Satz 1.5
Seid e R mit0<d<1,seinée Ny undsei G=(V,E) ein gerichteter Graph
mit V ={1,...,n}, der keine Senke besitzt. Dann gilt:

(a) Ist PR=(PRy,...,PR,) € R" ein Tupel, das die Page-Rank-Eigenschaft
bzgl. d besitzt, so ist > -, PR; = 1.

(b) Fiir jedes Tupel X = (X1,...,X,) € R" mit 37, X; = 1 gilt:
X besitzt die Page-Rank-Eigenschaft bzgl. d <— X -P(G,d) = X.

Beweis: Siehe Tafel!
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Beachte
Fiir den Beweis von Satz 1.5 (a) ist wichtig, dass d # 1 ist und dass G keine

Senke besitzt.

Nicole Schweikardt - HU Berlin - Vorlesung Big Data Analytics in Theorie und Praxis — Theorieteil Version vom 14. Juni 2016 Folie 30



Kapitel 1: PageRank - Abschnitt 1.4: Der Zufalls-Surfer

Linke Eigenvektoren zum Eigenwert 1

Notation 1.6 (Eigenvektor)

Ein Vektor X = (X1, ..., X;) heiBt linker Eigenvektor zum Eigenwert 1 der
nxn-Matrix P, falls gilt: X - P =X und X # (0,...,0).

Satz 1.5 besagt also, dass ein Tupel PR = (PRy,...,PR,) € R" genau dann die
Page-Rank-Eigenschaft bzgl. d besitzt, wenn es ein linker Eigenvektor zum
Eigenwert 1 der Matrix P(G,d) ist, fir den Y |  PR; =1 ist.

Diese Sichtweise auf den Page-Rank sowie die in den folgenden Abschnitten
vorgestellte Theorie der Markov-Ketten helfen uns, die beiden Hauptprobleme
(eindeutige Losbarkeit des linearen Gleichungssystems und effiziente Berechnung
der Losung) zu I8sen.
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Markov-Ketten und stochastische Matrizen

Markov-Ketten sind nach dem russischen Mathematiker Andrei A. Markov

(1856-1922) benannt. In der Literatur werden unterschiedliche Schreibweisen

des Namens verwendet, z.B. Markov, Markow oder Markoff.

Definition 1.7 (Markov-Kette)

Eine (homogene) Markov-Kette mit Ubergangsmatrix P wird durch eine
nx n-Matrix

.....

mit n € N> beschrieben, fiir die gilt:

(1) pij>0 furallei,je{l,...,n}, und

n
(2) fiir jede Zeile i € {1,...,n} gilt: > pi; =1.

=1

Eine Matrix P, die die Eigenschaften (1) und (2) besitzt, wird auch
stochastische Matrix genannt.
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Der zu P gehdrende Graph

Der zu einer stochastischen Matrix P gehdrende Graph ist der gerichtete Graph
mit Knotenmenge V = {1,..., n}, so dass fiir alle i,j € {1,...n} gilt:
Es gibt in G genau dann eine Kante von i nach j, wenn p;;j > 0 ist.

Den Eintrag p; in Zeile i und Spalte j von P kann man als Wahrscheinlichkeit
dafiir auffassen, dass ein Zufalls-Surfer im Graphen G in einem Schritt von
Knoten i/ zu Knoten j springt.
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Beispiel 1.8

Sei G = (V, E) ein beliebiger gerichteter Graph mit Knotenmenge V = {1,..., n} (fiir
n:=|V| € Ny1), der keine Senke besitzt.

Sei d eine reelle Zahl mit 0 < d < 1 und sei P := P(G, d) die zugehdrige
Page-Rank-Matrix.

GeméB der Definition von P(G, d) ist p;; > O fiir alle i,j € {1,..., n} (dazu beachte
man, dass 0 < d < 1 ist).

AuBerdem gilt fiir jede Zeile i € {1,...,n}, dass

n

; 1- d d G ohne Senke d
jz:;pi,j = Z n + Z a— = (1—d) T o ; -

j=1 jiiee ™ i

Somit ist P eine stochastische Matrix und beschreibt daher eine Markov-Kette.

Fiir jedes i,j € {1,..., n} gibt der Wert p;; die Wahrscheinlichkeit dafiir an, dass der
Zufalls-Surfer in einem Schritt von Webseite i zu Webseite j springt.

Da pij > 0 ist, ist der zu P gehorende Graph der vollstindige gerichtete Graph auf n
Knoten, d.h. der Graph mit Knotenmenge V = {1,...,n} und Kantenmenge V x V.
Diesen Graphen bezeichnen wir im Folgenden mit K. UEnde Beispiel 1.8
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Um zu sehen, dass die Theorie der Markov-Ketten uns eine Lésung fiir die
beiden Hauptprobleme (eindeutige Lésbarkeit des linearen Gleichungssystems
und effiziente Berechnung der L8sung) zu l&sen. liefert, schauen wir uns die
Bewegungen des Zufalls-Surfers auf dem Web-Graphen etwas genauer an.

Fiir unsere Betrachtungen ist der folgendermaBen definierte Begriff einer
Verteilung sehr niitzlich.
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Verteilungen

Definition 1.9
Seine N)l.
Eine Verteilung auf V = {1,..., n} ist ein Tupel X = (X1,...,X,) € R”, fir

das gilt:
(1) firalle i € {1,...,n} ist X; > 0 und

(2) X Xi=1.

Ist G ein gerichteter Graph mit Knotenmenge V = {1,..., n} und ist
X = (X1,...,Xy) eine Verteilung auf V/, so fassen wir fiir jedes i € V die Zahl
X; als Wahrscheinlichkeit dafiir auf, dass ein Zufalls-Surfer in G sich auf Knoten

i befindet.
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Beobachtung 1.10
Sei n € Nx1 und sei P = (pij)i,j=1,....,n €ine stochastische Matrix. Ist X = (X1, ..., Xa)
eine Verteilung auf V := {1,...,n}, so gibt das Tupel Y = (Y1,..., Ys) mit

X-P =Y
Folgendes an: Wenn wir in dem zu P gehérenden Graphen fiir jedes i € V' den

Zufalls-Surfer mit Wahrscheinlichkeit X; auf Knoten i beginnen lassen, so gibt fiir
Jjedes j € V die Zahl
Y, = > Xi-pi
i=1

die Wahrscheinlichkeit dafiir an, dass der Zufalls-Surfer sich nach einem Schritt auf
Knoten j befindet.

Rekursiv knnen wir so fiir jedes k € N eine Verteilung X = (Xl(k)7 ... ,Xn(k))
angeben, so dass fiir jedes j € V der Wert Xj(k) die Wahrscheinlichkeit dafiir angibt,
dass der Zufalls-Surfer sich nach k Schritten auf Knoten j befindet. Dazu wahlen wir

X9 = x  und XY = xW.p, fa k eN.
Somit gilt fiir jedes k € N> : x® = xO.p.p..... P = X-P-
N———
k mal
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Zur Erinnerung: Das Matrix-Produkt

Zur Erinnerung
Das Produkt A- B zweier n x n-Matrizen A = (a; )i j=1,...,» und
B = (bi7j)ivj:17--'7n ist die n X n-Matrix C = (Ci,j)i,jzl,...,n mit

n
Gij = E aj¢ - b,
=1

fir alle i,j € {1,...,n}.
Fiir jede Zahl k € N3 ist die nxn-Matrix AX rekursiv definiert durch

Al:=A und A= A. AR (fiir alle k € N).

Wir schreiben (A*); ;, um den Eintrag in Zeile i und Spalte j der Matrix A* zu
bezeichnen.
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Man sieht leicht, dass Folgendes gilt:

Beobachtung 1.11

Ist n € Ny und ist P = (p;j)ij=1,..n eine stochastische Matrix, so kbnnen wir
fiir jedes k € N>1 den Eintrag (P¥); ; in Zeile i und Spalte j der Matrix P* als
die Wahrscheinlichkeit dafiir auffassen, dass der Zufalls-Surfer auf dem zu P
gehérenden Graphen innerhalb von genau k Schritten von Knoten i zu Knoten j

gelangt.
Insbesondere gilt auch fiir jede Zeile i, dass ZJ'.’:I(P" )ij =L

Wegen
pst = pk.p = P.Pk

gilt fiir jedes k € N>

(P*ij = D (Pie-pey = D pie- (P
=1
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Zur effizienten Berechnung des Page-Ranks machen wir uns zunutze, dass die
durch die Page-Rank-Matrix P(G, d) (fiir 0 < d < 1) beschriebene
Markov-Kette die folgende Eigenschaft hat.

Der Beweis, dass die Matrix P(G, d) tatsdchlich diese Eigenschaft hat, wird am
Ende dieses Abschnitts durch Satz 1.14 geliefert.
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Ergodische Markov-Ketten

Definition 1.12 (Ergodische Markov-Ketten)

Sei n € N1 und sei P = (pj)ij=1,..,n €ine stochastische Matrix.

Die durch P beschriebene Markov-Kette heit ergodisch, wenn fiir alle Zeilen
i,i" € {1,...,n} und alle Spalten j € {1,..., n} gilt:

Die Grenzwerte

lim (P%);, d lim (P%)i;
Jim (P undlim (PR
existieren und es gilt

. k H k

Jim (P9 = lim (P%)w; > 0.
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Eigenschaften ergodischer Markov-Ketten

Beobachtung 1.13 (Eigenschaften ergodischer Markov-Ketten)

Ist P eine stochastische Matrix, die eine ergodische Markov-Kette beschreibt, so
gilt offensichtlicherweise Folgendes:

(1) Die Matrix

k—o0

P o= (Iim (Pk)u) (4)

ist wohldefiniert (da die Grenzwerte existieren), alle Eintrage sind > 0 (da
die Grenzwerte alle > 0 sind), und

(2) alle Zeilen von P’ sind identisch.

Wir schreiben p' := (p},...,pl,), um die erste Zeile von P' zu bezeichnen.
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Die Matrix P’ sieht daher folgendermaBen aus:

I Py - Py
o P B Pi---Ph
P Py - Py

Wegen Gleichung (4) ist P’ = limi_,o (P¥).
Somit ist P’- P = P’, und daher gilt insbesondere
p-P =y,
d.h. p’ ist ein linker Eigenvektor zum Eigenwert 1 der Matrix P.
Da fiir jedes k € N> und jede Zeile i € {1, ..., n} die Summe aller Eintrige
der i-ten Zeile von P gleich 1 ist und die Grenzwertbildung mit der Bildung

endlicher Summen vertauscht werden kann, ist auch die Summe aller Eintrage
der i-ten Zeile von P’ gleich 1.

Daherist Y7, pi =1, d.h. p’ ist eine Verteilung.
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Notation
Eine Verteilung Y mit Y - P = Y wird auch stationare Verteilung fiir P genannt.

Fiir jede beliebige Verteilung X = (Xy, ..., X,) gilt:
X-P = p, (5)

denn fiir jedes j € V ist der j-te Eintrag im Tupel X - P’ gerade die Zahl
27:1 Xi - PJ/' = PJ/' : 27:1 Xi = PJI'-

Dabher gilt:

(a) p = (py,---,p,) ist die einzige stationire Verteilung, die P besitzt, und

(b) wenn der Zufalls-Surfer im zu P gehdrenden Graphen seinen Startknoten
gem3iB einer beliebigen Anfangsverteilung X = (X1, ..., X,) wahlt und
hinreichend viele Schritte macht, so ist fiir jedes j € V die
Wahrscheinlichkeit, bei Knoten j zu landen, beliebig nah bei pj’-.

Die Wahl des Anfangsknotens ist fiir einen Zufalls-Surfer, der hinreichend
lange surft, also egal.
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Auf Grund der Gleichungen (4) und (5) erhalten wir:

P2 oxop @ oxidim A= lim (XP) = lim X0,

k—o0 k— 00 k—o00

wobei X .= X und Xk .= x(K.p fa keN.

Um eine N&herung fiir das Tupel p’ zu berechnen, kdnnen wir daher wie folgt
vorgehen:

e Wir starten mit einer beliebigen Verteilung X(® = X
(etwa der Gleichverteilung X = (%,--- 1))

e und berechnen nacheinander fiir k = 1,2, 3 usw. das Tupel
Xkt .= x(k) . p.

e Dieser Prozess wird beendet, sobald das Tupel X(k+1) sich nicht mehr viel
vom Tupel XX unterscheidet, d.h. sobald fiir jedes j € {1,..., n} die Zahl
|Xj(k+1) — Xj(k)| kleiner als eine vorher festgelegte Schranke ¢ ist (wobei
X}kH) und Xj(k) der Eintrag in der j-ten Komponente von X(**1) bzw.
X(K) ist).

UBeobachtung 1.13
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Um diese Vorgehensweise fiir die Berechung des Page-Rank benutzen zu
kénnen, bendtigen wir noch folgenden Satz.

Satz 1.14
Ist P = (pij)ij=1,...,n €ine stochastische Matrix mit p;; > 0 f.a.

i,j€{1,...,n}, soist die durch P beschriebene Markov-Kette ergodisch.

Beweis: Fiir jedes k € N3; und jede Spalte j € {1,..., n} sei

(k) ._ : ky. .
mp = ie{TW,n}(P )is

der kleinste Eintrag der j-ten Spalte von P, und sei

(k) ._ ky. .
/V,j o /E{Taxn}(P )I’J

der groBte Eintrag der j-ten Spalte von Pk.
Behauptung 1: Fiir alle k € Ny; und alle j € {1,...,n} gilt
mj(k) < mj(k+1) und YOS /V,j(k+1).

J
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Gemé&B Voraussetzung ist p;j > 0 und p;; < 1 fur alle i,j € {1,...,n}.
Somit ist

a = min o> 0.
jelio iy P

GemiB Behauptung 1 gilt fiir jedes j € {1,...,n}:

0 < a < mJ(-l) < mJ(-z) < m® < (6)
und (1) (2 (3
1> M7 > M7 > M (7)
Behauptung 2: Fiir jedes j € {1,...,n}ist  lim (M.(k) - m(.k)) = 0.
k—o00 J J

Bevor wir Behauptung 2 beweisen, schlieBen wir zunichst den Beweis von
Satz 1.14 ab.

Siehe Tafell
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Um den Beweis von Satz 1.14 abzuschlieBen, miissen wir nur noch
Behauptung 2 beweisen.

Die folgende Behauptung 3 liefert uns den Schliissel zum Beweis von
Behauptung 2.

Behauptung 3: Sei a:= min p;j. Seien i, ip € {1,...,n}. Sei
ije{l,...,n}

= {ge{lavn} : pil,ﬁ>pi2,€} und I2 = {1,...,/7}\/17

d.h. I ist die Menge aller Spalten, bei denen der Eintrag in Zeile i; groBer oder
gleich dem Eintrag in Zeile i, ist, und k ist die Menge aller Spalten, bei denen
der Eintrag in Zeile i; echt kleiner als der Eintrag in Zeile i» ist. Dann gilt:

(2) Z (Pt = Poe) < 1—na

Leh
(b) Z (pl'lyf - pi2, = - Z Pii,e p'2,
Lel leh

(€)  (PNiy— (PN < (1—na)- (MY —m),  fir alle k € N3,
und je{1,...,n

Unter Verwendung von Teil (c) von Behauptung 3 kénnen wir nun
Behauptung 2 beweisen und damit den Beweis von Satz 1.14 abschlieBen.
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Losung der beiden Hauptprobleme

Folgerung 1.15 (Losung der beiden Hauptprobleme)

Sei P := P(G, d) die Page-Rank-Matrix fiir einen Dimpfungsfaktor d mit
0 < d < 1 und einen gerichteten Graphen G = (V, E) ohne Senke.
Wegen d # 1 sind alle Eintrage in P echt gréBer als 0.

Mit Satz 1.14 erhalten wir, dass P ergodisch ist.

Aus Beobachtung 1.13 folgt, dass die stationdre Verteilung p’ von P das
eindeutig festgelegte Tupel ist, das die Page-Rank-Eigenschaft bzgl. d besitzt.

Das am Ende von Beobachtung 1.13 beschriebene Vorgehen liefert ein
Verfahren, um eine Niherung fiir das Tupel p’ zu berechnen:
e Sei P:= P(G,d) die Page-Rank-Matrix fiir den Dampfungsfaktor
d := 0,85, wobei G der Senken-freie Graph ist, der aus dem Web-Graphen

durch wiederholtes Léschen von Senken entsteht.
e Starte mit einer beliebigen Verteilung X© = (Xi,...,X,) (z.B.
X0 .= (%,,%))

e Fiirk:=1,2,... berechne X*+1) .= x(k . p,
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Aus der Theorie der Markov-Ketten und den speziellen Eigenschaften der
Page-Rank-Matrix ergibt sich, dass auf Grund des hohen Zusammenhangs des
Web-Graphen die Folge der Tupel XX fiir k = 0,1,2,... sehr schnell gegen die
stationare Verteilung p’ konvergiert.

Laut Kapitel 5 des Buchs ,,Mining of Massive Datasets" von Leskovec,
Rajamaran und Ullman (2014) reichen in der Praxis i.d.R. 50-75 lterationen
aus, so dass die Eintrage des Vektors X(¥) fiir k = 75 eine hinreichend gute
N&herung fiir die Page-Ranks der einzelnen Webseiten sind.
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In der Praxis werden mehrere Tausend PCs eingesetzt, die mehrere Stunden zur
Berechnung des Page-Ranks bendtigen — was in Anbetracht der Tatsache, dass
es mehrere Milliarden Webseiten gibt, erstaunlich gering ist.
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Fir den Web-Graphen miissen wir davon ausgehen, dass die Anzahl n der
Knoten extrem groB ist (n > 10'?), so dass es nicht ratsam ist, alle n® Eintrige
der Page-Rank-Matrix P := P(G, d) abzuspeichern. Zur kompakten
Speicherung von P wird ausgenutzt, dass P viele identische Eintrdge der Form
% hat. Jede Zeile i von P sieht wie folgt aus:

e In jeder Spalte j mit (/,;) ¢ E steht der Wert ﬂ.

e In jeder Spalte j mit (i,j) € E steht der Wert p; j = 1; . Die Anzahl
dieser Spalten j ist i.d.R. sehr klein (in der GréBenordung 10~ 50) da jede
einzelne Webseite i i.d.R. nur recht wenige Links enthalt.
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Eine kompakte Reprasentation, aus der wir fiir gegebenes i und j die Zahl p;; leicht
ausrechnen kénnen, speichert folgende Werte:!

e Die Werte d und =2, und
o fiir jede Zeile i € {1,...,n}
(i.1): den Aus-Grad a; des Knotens i und
(i.2): die Liste aller Knoten j mit (i,j) € E.
Der dafiir bendtigte Speicherplatz ist

o) + > (0()+0(a)) = O(VI+IEl) = 0O(6])
i=1
Fiir den Web-Graphen G kénnen wir davon ausgehen, dass die Knoten einen recht
geringen Aus-Grad haben (in der GrdBenordnung 10 bis 50) und dass daher
|G| = O(]V]) ist, wobei der durch die O-Notation unterdriickte konstante Faktor
ebenfalls in der GréBenordnung 10 bis 50 liegt.

1Diese Reprisentation ist eine um die Werte d, % und a; angereichterte Adjazenzliste
des Web-Graphen G.
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In jedem der k ~ 75 lterationsschritte der Page-Rank-Berechnung muss fiir die
Page-Rank-Matrix P und den Vektor X(%) das Vektor-Matrix-Produkt

X(k+1) .— X (k) . P berechnet werden. Wir betrachten nun, wie man einen
einzelnen lterationsschritt auf einem Rechnercluster durchfiihren kann und
schreiben dabei Y = (y1,...,y,), um den Vektor X(X) zu bezeichnen, und

Y =(y{,...,y,) um den gesuchten Vektor X(*1) := X(k). P zu bezeichnen.
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Erster Ansatz:

Wir gehen davon aus, dass fiir eine Zahl L > 1 im Rechnercluster L Rechner
Ri,..., R zur Verfiigung stehen. Die Matrix P teilen wir auf in L vertikale
Streifen Py, ..., Py, so dass der Streifen Py die ersten 7 Spalten von P enthalt,
der Streifen P, die nachsten ; Spalten von P enthdlt usw. Somit ist

P = (Pl Py - PL)

wobei P fiir jedes s € {1,...,L} eine (n x {)-Matrix ist.

Wir verteilen nun die Page-Rank-Matrix P und den Eingabe-Vektor Y so im
Rechnercluster, dass fiir jedes s € {1,...,¢} der Rechner R, den Streifen P
und den gesamten Vektor Y zur Verfiigung hat.

Der Rechner Rs berechnet dann das Vektor-Matrix-Produkt Zs; .= Y - Ps.

Dann gilt: Fiir jedes s € {1,..., L} ist Zs ein Vektor der Lange 7; und der
gesuchte Vektor Y/ = Y - P ist gerade der Vektor (Z1,2s,...,2Z;).
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Nachteil: In der dargestellten kompakten Reprasentation von P werden die
Eintrdge der Page-Rank-Matrix allerdings zeilenweise gespeichert. Durch das
Bilden von vertikalen Streifen der Matrix P konnen die Vorteile der kompakten
Speicherung zu Nichte gemacht werden (im Extremfall besteht jeder Streifen
aus genau einer Spalte von P).
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Zweiter Ansatz:

Wir gehen davon aus, dass fiir eine Zahl L = ¢? im Rechencluster L Rechner Rs.¢
fiir s,t € {1,..., ¢} zur Verfiigung stehen. Die Matrix P teilen wir auf in ¢2
Blocke Bk :, so dass B fiir jedes s, t € {1,...,¢} eine (7 x 7)-Matrix ist.
Somit ist

Big Bip Biz -+ By
Bo1 By Bz -+ Byy
P — B3y Bsp Bz -+ Bsy
Ben Bio Bes -+ B
Den Eingabevektor Y teilen wir auf in horizontale Streifen Yi,..., Yy, von

denen jeder die Lange 7 hat, d.h.
Y = ("1 Y3Y; - Yy)

Wir verteilen nun die Page-Rank-Matrix P und den Eingabe-Vektor Y so im
Rechencluster, dass fiir alle s, t € {1,...,¢} der Rechner R, ; den Block B; ;
sowie den Streifen Y; erhalt.

Nicole Schweikardt - HU Berlin - Vorlesung Big Data Analytics in Theorie und Praxis — Theorieteil Version vom 14. Juni 2016 Folie 57



Kapitel 1: PageRank - Abschnitt 1.7: Praktische Aspekte der Berechnung des Page-Ranks

Der Rechner R, ;: berechnet dann das Vektor-Matrix-Produkt Zs ; := Y - Bs ¢
und schickt das Ergebnis Zs; an den Rechner R, . (insbesondere ist Z; ; ein
Zeilenvektor der Lange 7).

Der Rechner R;; nimmt die Zwischenergebnisse Z1 +, Zo+, ..., Z;+ entgegen
und berechnet deren Summe

Zy = Zl,t + ZZ,t + Z3,t +-+ Zé,t

Dann gilt: Fiir jedes t € {1,..., £} ist Z; ein Vektor der Lange 7; und der
gesuchte Vektor Y/ =Y - P ist gerade der Vektor (Z1,2,,...,2,).
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Im nichsten lterationsschritt spielt dieser Vektor Y’ die Rolle, die bisher der
Vektor Y gespielt hat. Um die einzelnen Streifen von Y’ an die richtigen
Rechner zu verteilen, schickt (fiir jedes t € {1,...,¢}) Rechner Ry ; den Vektor
Z; (der im nichsten Iterationsschritt als Y; fungiert) direkt an die Rechner R 1,
Reo Res, ooy Ry

Nicole Schweikardt - HU Berlin - Vorlesung Big Data Analytics in Theorie und Praxis — Theorieteil Version vom 14. Juni 2016 Folie 59



Kapitel 1: PageRank - Abschnitt 1.7: Praktische Aspekte der Berechnung des Page-Ranks

Vorteil: Jeder Block B, ; der Page-Rank-Matrix kann relativ kompakt
gespeichert werden, indem fiir jede Zeile i von B, unter (i.2) nur diejenigen
Knoten j mit (i, /) € E aufgelistet werden, die die Spalten von B ; betreffen.
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